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(a) Original (b) Segmentacién laplaciano

(c) Segmentacién umbralizacién o (d) Segmentacién final
kmeans

Figura 2.28: Segmentacion integrada

2.5. Visualizacion 3D

Se construye un modulo para visualizar los capilares en el espacio tridimen-
sional, que permite rotar la representacion capilar y evidenciar a los dermatélogos
las caracteristicas clinicas que frecuentemente usan, tales como el gigantismo y la
tortuosidad.

La metodologia, para realizar la representacion tridimensional, consiste en to-
mar la imagen correspondiente a la zona capilar ver Figura 2.29(a), luego hallar el
esqueleto de dicha imagen es decir la linea azul en la Figura 2.29(b). Finalmente
se construye una familia de circunferencia, con centro las posiciones de cada pixel
del esqueleto y radio la distancia del pixel esqueleto al borde capilar, ver Figura
2.29(c).

2.6. Conclusiones

En el desarrollo de las diferentes etapas se identifican problemas que se inten-
taron controlar buscando eliminar el caracter subjetivo; la siguiente lista muestra
las principales problemas que se identificaron durante el proceso de segmentacion
y que se deben tener en cuenta para futuros trabajos.

1. Enlaadquisicion de la imagen, la calidad aumenta si se respetar el protocolo
propuesto.
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(a) Capilar original (b) Capilar segmentado

100

(¢) Visualizacion 3D

Figura 2.29: Visualizacién 3D capilar
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2. En la forma como se construye la base de imdgenes, se nota que las per-
sonas que se remueven constantemente la cuticula dafian zona de interés,
impidiendo la visualizacion de capilares. La temperatura es una variable
que no se considera; el frio encoje los capilares lo cual causa que en dias
Iluviosos, las imagenes capturadas fueran dificiles de procesar.

3. El no remover la cuticula ni lastimar la zona periungiieal durante 15 dias
previos a la captura no fue respetado; esto generé una gran cantidad de
imégenes borrosas, o imdgenes donde no se encontraron capilares, o los
capilares se vefan como en la Figura[6.4(a)] Esto a la postre redujo la calidad
de la imagen.

4. Aunque el mayor denominador presente en las imagenes fue el bajo contras-
te de la zona capilar, las diferentes estrategias de contraste usadas mejoraron
las imédgenes; esto permitié que no se desechara un volumen mas grande de
imagenes adquiridas.

5. El uso de los métodos de reduccién ponderado para escoger los canales mas
contrastados, fue una herramienta que redujo una serie de pasos heuristicos
que se venian realizando en el preproceso.

6. El segmentador propuesto por mapa de color es una buena herramienta si
la semilla es bien ubicada; de lo contrario genera ruido. Por esta razon se
realiz6 la integracion de varios segmentadores buscando reducir el riesgo, o
evitando ubicar mal a las semillas.



Capitulo 3

Reduccion ponderada

Las matematicas parecen dotar a uno de un nuevo sentido.

Charles Darwin (1809-1882).

3.1. Introduccion

La extraccion de informacion relevante de un conjunto de datos, con un gran
nimero de caracteristicas es un problema en dreas tales como: la bio-informética y
el reconocimiento de texto, donde es comun encontrar vectores de caracteristicas
con dimensiones superiores a 107, pero con un niimero de caracteristicas relevan-
tes pequeiio [38]]-[57]. Asi, el desempeiio de los algoritmos de clasificacion se
ve limitado y su tiempo de computo es alto, reduciendo su campo de accién en
tareas que deban realizarse en tiempo real [71]. Para resolver este problema, se
deben eliminar caracteristicas irrelevantes que no realizan un aporte al proceso de
reduccion de dimensionalidad (extraccion y seleccion), lo que a su vez mejora el
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desempefio de los clasificadores.

Tradicionalmente, la reduccién de la dimensionalidad ha sido desarrollada
usando técnicas lineales tales como: andlisis de componentes principales (PCA),
andlisis de componentes principales probabilistico (PPCA) y andlisis factorial
[72]], [73]], [74]. Sin embargo, estas técnicas lineales no son adecuadas para mane-
jar datos complejos. Es por esto que en las dltimas décadas se han propuesto un
gran nimero de técnicas no lineales para la reducciéon de dimensionalidad [75],
[76]], [77]. Las técnicas de reduccién no lineales tienen un buen desempefio en ta-
reas complejas, pero no superan a las técnicas lineales tradicionales en tareas del
mundo real, por ejemplo identificacion de problemas cancerigenos [56].

Una revision y clasificacion completa de métodos de extraccion y seleccion
de caracteristicas divididas en dos clases, se presenta en [78]. La primera contie-
ne los métodos de buisqueda binaria, que a su vez los clasifican como métodos
de busqueda exhaustivas, prohibidoOs por su costo computacional; estos métodos
hallan el 6ptimo de una funcién objetivo y proporcionan resultados sub-6ptimos
e inestables. La segunda incluye los métodos de ponderacion que multiplican las
caracteristicas por valores continuos, con el objeto de utilizar técnicas de anélisis
matemadtico para optimizar la funcién objetivo.

En [57] se presenta un enfoque algebréico, para ponderar variables asociadas
a dos clases distintas de datos; esto se fundamenta en la maximizacién de una
puntuacién basada en las propiedades espectrales de matrices y una rotacion. Se
selecciono la funcidn objetivo J4, que representa el cociente entre las trazas de la
matriz que representan la dispersion entre clases y la matriz que representa disper-
sion intraclases. Buscando la mejor proyeccion, se obtienen subconjuntos de ca-
racteristicas relevantes que al proyectar los datos originales sobre este subconjuto
se alcanza una reduccién de dimension (ver Ecuacion [3.9). Los métodos usados
fueron llamados “weighted principal components analysis”, “weighted regulari-
zed discriminant analysis”, denotados respectivamente WPCA , WRDA, como se
menciond en el capitulo anterior; la descripcion més detallada de estos métodos
se realiza a lo largo de las dos primeras secciones de este capitulo. En la tercera y
cuarta secciones se presentan tres aportes de este trabajo, los cuales se resumen en:

1. Se demuestra la convergencia de los métodos WPCA y WRDA desde dos
puntos de vista: el primero analiticamente, usando el teorema de comple-
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titud y el segundo algebrdicamente empleando descomposicién espectral.
Fue necesario garantizar tedricamente este resultado, ya que en la litera-
tura [[75]-[84] no existen explicitamente las pruebas de convergencia o los
bosquejos de las pruebas requieren muchas hipotesis.

2. Se propusieron dos métodos de reducciéon de dimensién ponderados usan-
do procesos de busqueda en linea; por estd razon se les denomina LPCA.
Las aplicaciones muestran la efectividad y superioridad de estos métodos
propuestos frente a otros de reduccién ponderados.

3. Como consecuencia de los anteriores aportes, se logro extender el concepto
de reduccion de dimension por buisqueda en lineas a otros ambientes o do-
minios como son los espacios de Banach. Esto permite considerar multiples
tipos de datos, no necesariamente vectores o arreglos multidimensionales,
como espacios de funciones, espacios de polinomios o espacios de matrices.

Las aplicaciones de los diferentes métodos de reduccion se encuentran en las dos
ultimas secciones de este capitulo; alli se muestra el desempefio de los métodos
propuestos usando varias bases de datos: imdgenes, datos sintéticos, datos bench-
mark, sefiales de voz, junto con resultados parciales con imdgenes capilaroscopi-
cas.

3.2. Seleccion de variables y relevancia empleando
ponderacion

El problema de seleccion de variables puede entenderse como la eleccion de
un subconjunto de p caracteristicas, a partir del conjunto total de caracteristicas
¢, que permitan obtener un desempefio adecuado en el proceso de clasificacion.
Este tipo de busqueda es guiada por una funcién de evaluacién conocida como la
relevancia del conjunto [[79]. Por otro lado, las técnicas de extraccion realizan una
transformacion del espacio de c caracteristicas a un espacio de menor dimension

[801,[91]L,[92]]..

Para garantizar la solucion 6ptima, estos métodos efectiian una busqueda ex-
haustiva [91], por lo que el costo computacional se incrementa. Se han propuesto
metodologias heuristicas para resolver este problema, pero con un comportamien-
to inestable frente a la funcidn objetivo [91]. Otra alternativa es usar métodos de
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ponderacion, que a pesar de no alcanzar la solucién 6ptima, son mds estables y fle-
xibles, produciendo una solucién adecuada. A continuacion se describen algunos
de estos métodos.

3.2.1. PCA sopesado probabilistico

Es un caso particular de andlisis factorial. Las caracteristicas originales X se
ven como una combinacién lineal de un grupo de factores Z, junto con un error
especifico, V' y C' representa coeficientes de carga. Esto se modela de la siguiente
forma:

X=CZ+V; Z=~N(0,1); V~N(®€I), 3.1)

donde las variables aleatorias Z se suponen independientes e idénticamente
distribuidas, lo cual se puede obtener por descomposicién espectral como Z =
U'X, con U matriz de auto vectores con una varianza gaussiana esférica unitaria.
Note la diferencia entre el modelo probabilistico (PPCA) y PCA, donde la varian-
za de las variables aleatorias puede asociarse con los elementos diagonales de Z.
El modelo también considera una matriz de perturbacién general V', pero en [81]
se restringe a que tenga una varianza gaussiana R = [ (ruido isotrépico).

La formulacién del modelo anterior se modifica para introducir los pesos sobre
las variables (caracteristicas) originales y asi obtener la rotacién sopesada. Sea D
una matriz diagonal que contiene los pesos de la i-ésima variable en el elemento
d;;. Si se supone que la nueva variable observada es d;;x;, se genera un nuevo
conjunto de datos y = Dz, cuyo modelo probabilistico estd definido como:

Y=XD=CZ+YV, (3.2)
Z 'y V estén distribuidos como en la Ecuacion A partir de esta definicion

Y es normalmente distribuida, con media cero y covarianza definida por:
D'cC™D '+ D'RD!, (3.3)

Los pesos se encuentran en D, y se convierten en los generadores del ruido
para las variables observadas X. De la Ecuacion se deriva un algoritmo EM
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(Expectation - Maximisation), para estimar el estado desconocido de las variables
en el paso — FE y maximizar la probabilidad conjunta del estimado de Z y el
observado Y, en el paso — M. Los paso — E'y paso — M se observan en las

Ecuaciones [3.4]y respectivamente:
paso — E: ZT = (CTC)"'CTDXT, (3.4)

paso— M : C =DXT7Z(Z" 7). (3.5)

3.2.2. Analisis discriminante regularizado ponderado WRDA

RDA fue propuesto en [81] para muestras pequefias, donde los datos poseian
alta dimensionalidad, buscando superar la degradacién de la regla discriminante.
En este documento es referido como andlisis discriminante lineal regularizado. El
objetivo de esta técnica es encontrar una proyeccion lineal del espacio donde la
dispersion entre las clases sea maxima, mientras la dispersion dentro de las clases
sea minima. Una manera es maximizando el cociente entre las clases proyectadas
en la matriz de dispersion entre-clases Y5 y la matriz de dispersion intra-clase
Yw, tal como se expresa en la siguiente ecuacion:

_(wTspw| (3.6)
CWTSy W '

donde W es la matriz de proyeccion, cuya dimensién estd definida por el
ndmero de clases linealmente separables k. El interés es maximizar la funcion
objetivo de la Ecuacién sujeta a la restriccion ‘WTEWW| = 1. La solucion
a este problema se obtiene empleando los multiplicadores de Lagrange. Las solu-
ciones son los k — 1 “eigenvectores’generalizados de X5 y >/, que corresponden
a los “eigenvectores”principales de ;'Y 5. La necesidad de la regularizacién se
debe a que para muestras pequeias, >y no puede ser invertida directamente. La
solucién se puede entonces reformular como se expresa en la siguiente ecuacion,
donde A es la matriz (diagonal) de valores propios :

(Sw +01) "' SgW = WA, (3.7



